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摘 要： 非平衡数据集分类问题是机器学习领域的重大挑战性难题．针对该难题，传统的少数类样本合成技术
（ＳｙｎｔｈｅｔｉｃＭｉｎｏｒｉｔｙＯｖｅｒＳａｍｐｌｉｎｇＴｅｃｈｎｉｑｕｅ，ＳＭＯＴＥ）已成为一种有力手段并得到广泛采用．但在新样本生成过程中，
ＳＭＯＴＥ利用所有少数类样本合成新样本，由此产生过拟合瓶颈．为更好地解决该问题，提出了一种基于单边选择链和
样本分布密度的非平衡数据挖掘新方法（ＯｎｅＳｉｄｅｄＬｉｎｋ＆ＤｉｓｔｒｉｂｕｔｉｏｎＤｅｎｓｉｔｙＳＭＯＴＥ，ＯＳＬＤＤＳＭＯＴＥ）．ＯＳＬＤＤＳＭＯＴＥ通
过单边选择链遴选出处于分类边界的少数类样本，根据这些样本的动态分布密度生成新样本．进而分析了样本合成度
对节点数目和对少数类精度的影响；基于Ｇｍｅａｎ、Ｆｍｅａｓｕｒｅ和ＡＵＣ三个指标综合比较了ＯＳＬＤＤＳＭＯＴＥ与其他同类方
法的分类性能．实验结果表明，ＯＳＬＤＤＳＭＯＴＥ有效提高了少数类样本的分类准确率．
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１ 引言

近年来，非平衡数据集分类问题开始受到机器学习

领域的重视．２０００年人工智能研究进展国际会议（Ａｓｓｏ
ｃｉａｔｉｏｎｆｏｒｔｈｅＡｄｖａｎｃｅｍｅｎｔｏｆＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ，ＡＡＡＩ）和

２００３年机器学习国际会议（ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎ
ＭａｃｈｉｎｅＬｅａｒｎｉｎｇＷｏｒｋｓｈｏｐｏｎＬｅａｒｎｉｎｇｆｒｏｍＩｍｂａｌａｎｃｅｄＤａ
ｔａＳｅｔｓ，ＩＣＭＬ）分别设立论坛进行专题研讨．２００５年数据
挖掘国际会议上（ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＤａｔａ
Ｍｉｎｉｎｇ，ＩＣＤＭ），非平衡类数据分类被列为数据挖掘领域
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的十大挑战性难题之一．现实世界里，非平衡数据分类
问题是常见的，如通过对不同病人检查形成的一系列

乳房射线数据集已在处理非平衡类数据算法中得到广
泛应用．其中，癌变和健康的病例分别分到少数类和多
数类样本．事实上，非癌变的病人数目要远远大于癌变
的病人数目．其他应用如信用卡欺骗检测［１，２］、文本分
类［３］、信息搜索及过滤［４］、市场行为分析［５］等，在这些应

用中，人们主要关心的是数据集中的少数类样本，因为

这些样本的错分代价异常大，甚至是不可估量的．
目前，关于非平衡数据集分类问题的研究一般从

三个方面展开：重采样技术［６］、集成学习的分割投票方

法［７］以及基于代价敏感的权重方法［８］．重采样方法主
要包括过采样和欠采样方法．本文拟从过采样方面展
开讨论．尽管许多学者开始探讨该问题，以 ＳＭＯＴＥ方法
为代表的过采样技术从一定程度上提高了少数类样本

的分类精度［９～１３］，但仍存在一定问题，主要体现在：

（１）有些方法利用 ＳＭＯＴＥ技术对所有少数类样本进行
合成，提高了时间代价；（２）有些方法尽管试图找出边
界少数类样本，但仍未考虑其实时分布状况；（３）没有
考虑到噪音数据对ＳＭＯＴＥ过程的重要影响．可见，如何
利用 ＳＭＯＴＥ方法对边界少数类样本合成，从而使其更
充分体现样本特征，进而提高分类器泛化能力仍需深

入探讨．基于此，我们提出了一种基于单边选择链和样
本分布密度的改进 ＳＭＯＴＥ技术，利用单边选择链有效
识别出边界少数类样本，同时根据样本的动态分布密

度进行少数类样本的合成，避免了原始方法中样本生

成的盲目性，丰富了少数类样本的特征，从而提高了合

成样本的质量，进而提高整体分类准确率．

２ 相关工作

非平衡数据集具有鲜明的样本分布特征，下面先

给出一些基本概念和术语（本文只讨论两分类问题）．
定义１ 称Ω（Ｘ，Ｙ，Ａ，Ｄ）为非平衡数据集，其中，

Ω是有限样本集合，Ｘ∪Ｙ＝Ω，其中，Ｘ，Ｙ分别是少数
类样本集和多数类样本集，｜Ｘ｜＜｜Ｙ｜，且满足 Ｘ∩Ｙ＝
．对ｘｉ∈Ｘ（ｉ＝１，２，…，ｍ）称为正样本（ＰｏｓｉｔｉｖｅＩｎ
ｓｔａｎｃｅ），ｙｊ∈Ｙ（ｊ＝１，２，…，ｎ）称为负样本（ＮｅｇａｔｉｖｅＩｎ
ｓｔａｎｃｅ）．Ａ是样本属性集，Ａ＝（ａ１，ａ２，…，ａｎ），其中，ｎ
为样本的属性维度．Ｄ是Ω的非平衡度，Ｄ＝｜Ｙ｜／｜Ｘ｜；
可见，反映了样本集Ω的非平衡状态：Ｄ越大，样本集

Ω非平衡程度越严重，反之亦然．一般情况下，Ｄ＞１．
当对非平衡数据集采样时，原本是为了更准确地

获得“有代表性的样本”［１４］，其训练算法通常对多数类

样本会产生很高的预测准确率，由于样本数量非平衡，

常见的分类算法对少数类样本分类精度不尽如人意．
为解决非平衡数据集分类问题，Ｃｈａｗｌａ提出了少数类样

本过采样技术（ＳｙｎｔｈｅｔｉｃＭｉｎｏｒｉｔｙＯｖｅｒｓａｍｐｌｉｎｇＴｅｃｈｎｉｑｕｅ，
ＳＭＯＴＥ），这种方法在少数类样本与其 ｋ个最近邻居连
线上生成新样本，方法如下：

Ｓｙｎｔｈｅｔｉｃ［ｌ］［ａｔｔｒ］＝ｉｎｓｔａｎｃｅ［ｉ］［ａｔｔｒ］＋ｇａｐｄｉｆ（１）
其中，ｄｉｆ为第ｉ个少数类样本与其第ｊ个近邻的全部属
性值之差；ｇａｐ是一个随机数，ｇａｐ∈［０，１］．

ＳＭＯＴＥ可使分类器对于少数类样本具有更大的泛
化空间，允许分类器更好地预测未知少数类样本，进而

提高分类器的整体分类准确率．然而，ＳＭＯＴＥ技术在生
成新样本过程中，是基于所有少数类样本的，故存在一

定盲目性，特别是在数据集极端非平衡时，新产生的少

数类样本往往会造成严重的样本混叠现象，影响分类

效果．针对这一问题，在 ＳＭＯＴＥ原有技术基础上，文献
［１０］提出了一种自适应 ＳＭＯＴＥ方法，根据样本集内部
分布特性，自适应调整 ＳＭＯＴＥ方法中近邻选择策略，控
制合成样本的质量；文献［１１］则只对边界样本利用
ＳＴＯＭＥ方法合成新样本；文献［１２］提出一种基于核
ＳＭＯＴＥ（ＳｙｎｔｈｅｔｉｃＭｉｎｏｒｉｔｙＯｖｅｒｓａｍｐｌｉｎｇＴｅｃｈｎｉｑｕｅ）的分类
方法来处理支持向量机（ＳＶＭ）在非平衡数据集上的分
类问题．其核心思想是首先在特征空间中采用核
ＳＭＯＴＥ方法对少数类样本进行上采样，然后通过输入
空间和特征空间的距离关系寻找所合成样本在输入空

间的原像，最后再采用ＳＶＭ对其进行训练．文献［１３］通
过 ＳＭＯＴＥ技术人工增加少数类样本量，以具有较强分
类性能和泛化性能的ＳＶＭ作为弱分类器，并以ＡｄａＢｏｏｓｔ
算法构建集成分类器．文献［１５］提出了一种基于大边界
原理（ＬａｒｇｅＭａｒｇｉｎＰｒｉｎｃｉｐｌｅ）的过采样方法，在人工数据
集和多个ＵＣＩ数据集上均表现出较好的性能．

３ 单边选择链和样本分布密度 ＳＭＯＴＥ方法

３１ 数据预处理

由第二节论述可知，ＳＭＯＴＥ方法本质上是由某一
少数类样本与其 ｋ个近邻合成新样本，以此填充样本
空间，实现数据集类间平衡．但是，如果该少数类样本
的近邻是噪音数据，则不但不会生成更多有益的样本，

反而会误导分类器，进而降低其分类精度．如图１所示，
样本 Ｘ１与噪音数据 Ｘ′１、Ｘ′２生成合成样本 ＸＸ′１、ＸＸ′２，非
但没丰富少数类样本空间，为分类器提供更多的分类

信息，反而进一步恶化了样本的分布状况，降低了分类

器模型的泛化能力．可见，在 ＳＭＯＴＥ之前必须对数据集
预处理，以此消除噪音数据，使分类边界更光滑．

噪音数据处理步骤如下：

首先，把训练集等分成十份，将其中的九份做训

练集，剩余的一份做测试集．对训练集中任意样本，
如果某一分类器判定其属于另一类，则该分类器把

它标识为可疑样本．鉴于集成分类模型具有良好的分
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类性能和较强的鲁棒性［１６～１９］，我们在集成分类器上采

取十交叉验证．集成时我们采用一致过滤原则［２０］，即所
有基分类器均认为该样本可疑时，集成分类器才判定

其可疑．
然后，对可疑样本进行进一步处理，常用方法既可

将可疑样本删除，又可将其标识为异类样本［２１，２２］．考虑
到边界处少数类样本分布稀疏，故我们采取最近邻决

策机制，如图２所示．

３２ 选择链生成

已有研究证明［２１］，分类边界处的样本对分类精度

起到至关重要的作用，而远离边界点的样本对分类精

度影响甚微．基于此，为了更有效地提高分类速度，在
不影响分类精度的前提下，我们提出单边选择链方法

（ＯｎｅｓｉｄｅｄＬｉｎｋ，ＯＳＬ），力图找到靠近分类边界的少数类
样本，然后利用ＳＭＯＴＥ方法进行过采样，达到数据类间
平衡进而提高分类性能之目的．

定义 ２ 对任意少数类样本 ｘｉ，最近邻居 ＮＢｉ１＝
ｎｅｉｇｂｏｕｒ（ｘｉ）是其异类最近邻，而 ＮＢｉ２＝ｎｅｉｇｂｏｕｒ（ｘｉ）为
同类最近邻．ｄｉｊ＝‖ｘｉ，ＮＢｉｊ‖为 ｘｉ与ＮＢｉｊ的欧式距离．
则由样本序列｛ｘｉ，ＮＢｉ１，ＮＢｉ２，…，ＮＢｉｋ｝以及距离序列
｛ｄｉ１，ｄｉ２，…，ｄｉｋ｝交叉构成的链称为少数类样本单边选
择链．
ＯＳＬ算法描述如下：

算法１．

输入：样本集Ω ／／Ｘ∪Ｙ＝Ω，Ｘ∩Ｙ＝，其中，Ｘ与Ｙ分别表示少
数类样本与多数类样本集

输出：少数类边界样本集合Ω
′

Ａｌｇｏｒｉｔｈｍ：ＯＳＬ
ＦＯＲ（ｉ＝１，ｉ≤ｎ，ｉ＋＋）
Ｆｉｎｄｌｉｎｋ（ｘｉ） ／／ｘｉ是Ｘ中第ｉ个样本

ＥＮＤＦＯＲ
Ａｌｇｏｒｉｔｈｍ：Ｆｉｎｄｌｉｎｋ（ｘｉ）
（１）初始化：Ｌ１＝ｘｉ；／／Ｘ∪Ｙ＝Ω，Ｘ∩Ｙ＝，其中，ｘｉ∈Ｘ与ｙｊ∈

Ｙ分别表示少数类样本与多数类样本
（２）找到 ｘｉ的异类最近邻居ｎｅｉｇｂｏｕｒ（ｘｉ）
（３）ｙ＋＋ｊ＝ｎｅｉｇｂｏｕｒ（ｘｉ）
（４）Ｌ＋＋ｍ＝ｙｊ
（５）找到 ｙｊ的异类最近邻居ｎｅｉｇｂｏｕｒ（ｙｊ）
（６）ｘ＋＋ｉ＝ｎｅｉｇｂｏｕｒ（ｙｊ）
（７）Ｌ＋＋ｍ＝ｘｉ
（８）重复（２）－（７），直到 ｎｅｉｇｂｏｕｒ（ｘｉ）＝ｎｅｉｇｂｏｕｒ（ｘｉ－１）
少数类样本选择链中 ｄｉｊ以非递增次序排列，终止于 ｘｉ，由所有满足此

条件的 ｘｉ构成了少数类边界数据集Ω’．

３３ 基于样本分布密度的过采样算法

容易推知，在样本空间中，如某一样本周围的邻居

样本很多，则其周围样本的分布密度较大．对于决策树
分类器而言，产生的叶子节点（规则）就较多，而越多的

叶子节点容易产生过拟合，故该节点与其近邻新生成

的样本不宜过量．基于此，本文利用 ＯＳＬ和少数类样本
分布密度确定利用ＳＭＯＴＥ方法产生新样本数量的新方
法ＯＳＬＤＤＳＭＯＴＥ．

首先给出几个定义：

定义３ 在数据集Ω
′中，对ｘ∈Ω′，如 ｙｉ∈Ω′是ｘ

的第 ｉ个近邻，１≤ｉ≤ｋ，则所有 ｘ与其ｋ个最近邻居构
成的密度矩阵可表示为 ＤＭ＝（ｄｉｊ）ｔｋ，其中，ｔ为样本

个数，ｋ为近邻数．令 ｚｉ＝∑
ｋ

ｊ＝１

１
ｄｉｊ
，其中，ｋ为近邻个数．

对 ｚｉ归一化，则 ｄｅｎｓｉｔｙ（ｚｉ）＝
ｚｉ

∑
ｎ
’

ｉ＝１
ｚｉ

，其中，ｎ′为Ω′的样

本个数．
定义４ 在数据集Ω

′中，由所有的 ｄｅｎｓｉｔｙ（ｘ）构成
的序列 Ｌ称作密度序列．如果不存在这样的 ｘｉ，ｘｊ，对

ｘｉ，ｘｊ∈Ω′，ｉ≤ｊ，满足 ｄｅｎｓｉｔｙ（ｘｉ）＞ｄｅｎｓｉｔｙ（ｘｊ），则称
Ｌ为有序密度序列（ＳｅｑｕｅｎｔｉａｌＤｅｎｓｉｔｙＬｉｎｋ，ＳＤＬ）．
性质１ Ｌ中所有值之和等于１．
性质２ Ｌ中所有元素的次序体现了其密度大小

程度．
性质３ 在数据集Ω

′中，每次 ＳＭＯＴＥ生成新样本
数量约为 ｋＴ，ｋ为近邻数，Ｔ为Ｌ中样本数目．
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证明 在有序密度序列 Ｌ中，每次ＳＭＯＴＥ过程中，
对ｘｉ∈Ｌ，经过 ＳＭＯＴＥ生成新样本为?（１－ｄｅｎｓｉｔｙ
（ｘｉ））ｋ」，其中，ｋ为近邻数．则在 Ｌ中所有样本共生
成新样本个数为

Ｔｏｔａｌ＝∑
Ｔ

ｉ＝１
?（１－ｄｅｎｓｉｔｙ（ｘｉ））ｋ」ｋ∑

Ｔ

ｉ＝１
（１－ｄｅｎｓｉ

ｔｙ（ｘｉ））ｋ（Ｔ－１）ｋＴ．证毕．
ＯＳＬＤＤＳＭＯＴＥ算法如下：

算法２

输入：边界少数类样本集Ω
′，近邻数目 ｋ

输出：合成新少数类样本

步骤１ 计算样本分布密度 ｄｅｎｓｉｔｙ
利用 ｃｏｓｉｎｅ计算公式得到样本ｘ与ｙ距离

ｓｉｍ（ｘ，ｙ）＝
∑
ｌ

ｉ＝１
ｗｘｉ·ｗｙｉ

∑
ｌ

ｉ＝１
（ｗｘｉ）

２·∑
ｌ

ｉ＝１
（ｗｙｉ）槡 ２

（２）

ｄｘｙ＝ｄｉｓｔ（ｘ，ｙ）＝１－ｓｉｍ（ｘ，ｙ） （３）

其中，ｌ是特征向量维度，ｗｘｉ和ｗｙｊ分别是样本ｘ和ｙ的第ｉ维和第ｊ维

特征向量的权值．
步骤２ 利用ＳＤＬＳＭＯＴＥ生成新样本
输入：ＳＤＬ长度 Ｌ，最近邻数 ｋ
输出：合成样本

１．计算每个样本密度 ｄｅｎｓｉｔｙ（ｘｉ）
２．计算 Ｌ中每个样本的ＳＭＯＴＥ因子，即生成新样本数目：
ＳＭＯＴＥｆａｃｔｏｒ（ｘｉ）＝?（１－ｄｅｎｓｉｔｙ（ｘｉ））ｋ」

３．ＷＨＩＬＥＳＭＯＴＥｆａｃｔｏｒ（ｘｉ）≠０
４． ＦＯＲａｔｔｒ←１ｔｏｎｕｍａｔｔｒｓ
５． Ｃｏｍｐｕｔｅ：ｄｉｆ＝Ｉｎｓｔａｎｃｅ［ｎｎａｒｒａｙ［ｎｎ］］［ａｔｔｒ］－Ｉｎｓｔａｎｃｅ［ｉ］［ａｔｔｒ］
６． Ｃｏｍｐｕｔｅ：ｇａｐ＝ｒａｎｄｏｍｎｕｍｂｅｒｂｅｔｗｅｅｎ０ａｎｄ１
７． Ｓｙｎｔｈｅｔｉｃ［ｎｅｗｉｎｄｅｘ］［ａｔｔｒ］＝Ｉｎｓｔａｎｃｅ［ｉ］［ａｔｔｒ］＋ｇａｐｄｉｆ
８． ＥＮＤＦＯＲ
９． ｎｎ＋
１０．ｎｅｗｉｎｄｅｘ＋＋
１１． ＳＭＯＴＥｆａｃｔｏｒ（ｘｉ）＝ＳＭＯＴＥｆａｃｔｏｒ（ｘｉ）－１
１２．ＥＮＤＷＨＩＬＥ

３４ ＯＳＬＤＤＳＭＯＴＥ特点
与 ＳＭＯＴＥ及其一系列改进算法相比，ＯＳＬＤＤ

ＳＭＯＴＥ的特点主要表现在：
（１）噪音数据预处理方案不同．不是将可疑样本一

概删除，而是区别对待，提出最近邻决策机制对可疑样

本进行处理．
（２）重采样样本选择方法不同．不是对所有少数类

样本利用 ＳＭＯＴＥ方法合成新样本，本文利用单边选择
链ＯＳＬ选择出位于分类边界的少数类样本，然后利用
ＳＭＯＴＥ合成新样本．该策略既提高了 ＳＭＯＴＥ过程的时
间效率，又合理选择了ＳＭＯＴＥ对象，从而丰富和提升了
经典少数类样本的重采样方法．

（３）ＳＭＯＴＥ决策机制不同．每次 ＳＭＯＴＥ过程后，重
新形成样本密度矩阵，使得样本分布密度具有动态特

性，较好地反映了少数类样本实时分布状况，从而为

ＳＭＯＴＥ决策提供强有力支持．
（４）新样本生成数量不同．根据样本分布密度决定

ＳＭＯＴＥ过程和产生新样本的数量，样本分布密度越大，
生成新样本越少，反之亦然．

由（２）（３）（４）形成的样本合成粒度递进原则，既充
分利用了 ＳＭＯＴＥ技术生成适量少数类样本，使样本类
间数量趋于平衡，又考虑到了少数类内部样本的分类

特征，从而最大程度避免了过拟合，增强了分类器的泛

化能力．

４ 实验验证

４１ 数据集

为验证本文方法的有效性与普适性，我们选择了

属性维度、样本数量及非平衡度差异较大的８个ＵＣＩ数
据集，详见表 １．其中，Ａｔｔｒｉｂｕｔｅｓ是样本属性个数及类
型；Ｓｉｚｅ为样本的总数量；Ｃｏｎｃｅｐｔ是目标少数类，其余
样本统归为多数类；Ｐｏｓｉｔｉｖｅｉｎｓｔａｎｃｅｓ和Ｎｅｇａｔｉｖｅｉｎｓｔａｎｃｅｓ
分别是少数类和多数类样本的数量，Ｉｍｂａｌａｎｃｅｒａｔｉｏ为
非平衡度．实验前均去掉了丢失部分信息的样本．
４２ 性能指标

非平衡数据集两分类问题中，分类精度性能指标

主要有：

ＴＰｒａｔｅ＝Ｒｅｃａｌｌ＝ ＴＰ
ＴＰ＋ＦＮ （４）

ＦＰｒａｔｅ＝ ＦＰ
ＦＰ＋ＴＮ （５）

ＴＮ－ｒａｔｅ＝ ＴＮ
ＴＮ＋ＦＰ （６）

Ｇｍｅａｎ＝ ＴＰｒａｔｅ槡 ＴＮｒａｔｅ （７）

Ｐｒｅｃｉｓｉｏｎ＝ ＴＰ
ＴＰ＋ＦＰ （８）

Ｆ－ｍｅａｓｕｒｅ＝ｋＰｒｅｃｉｓｉｏｎＲｅｃａｌｌＰｒｅｃｉｓｉｏｎ＋Ｒｅｃａｌｌ （９）

其中，ＴＰ和ＴＮ分别为预测正确的正样本和负样本的
数量，ＦＰ表示原本属于负类的样本错误地预测为正类
的样本数，ＦＮ表示原本属于正类的样本错误地预测为
负类的样本数．

一般情况下，常用准确率指标评价分类器的性能．
但非平衡数据分布环境下，传统的准确率指标已不适

用，以 Ｂａｌａｎｃｅ数据集为例，如把所有样本均判为多数
类，准确率为 ９２．１６％，但此时对少数类样本而言毫无
意义．因此，为综合考察 ＴＰ－ｒａｔｅ和ＦＰ－ｒａｔｅ，采用受
试者操作特征（ＲｅｃｅｉｖｅｒＯｐｅｒａｔｉｎｇＣｈａｒａｃｔｅｒｉｓｔｉｃ，ＲＯＣ）和
ＡＵＣ［２３］作为衡量少数类样本分类精度的指标．ＲＯＣ曲
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线独立于数据集类间样本分布，对数据集的非平衡状

态有很好的鲁棒性，因此可用于非平衡数据集分类器

性能评价．ＲＯＣ曲线反映了当分类器参数变化时，正确
率（ＴＰ－ｒａｔｅ）与确定率（ＦＰ－ｒａｔｅ）之间的关系．ＡＵＣ是
ＲＯＣ曲线下方区域的面积，通常，ＡＵＣ的值介于０．５到
１．０之间，较大的 ＡＵＣ代表了较好的 ｐｅｒｆｏｒｍａｎｃｅ，已被
证明在非平衡数据集中，利用 ＡＵＣ更能有效地衡量分
类器的性能［２３］．

表１ 实验所用ＵＣＩ数据集

数据集 属性
样本

数量
正样本类／负样本类

正样本

数量

负样本

数量

非平

衡度

Ａｂａｌｏｎｅ
１Ｎ，
７Ｃ

４１７７ Ｃｌａｓｓ１０／Ｒｅｍａｉｎｄｅｒ ６３４ ３５４３ ５．５９

Ｂａｌａｎｃｅ ４Ｃ ６２５ Ｃｌａｓｓ２／Ｒｅｍａｉｎｄｅｒ ４９ ５７６ １１．７５

Ｃａｒ ６Ｎ １７２８ Ａｃｃ／Ｒｅｍａｉｎｄｅｒ ３８４ １３４４ ３．５０

Ｇｌａｓｓ １０Ｃ ２１４ Ｃｌａｓｓ１／Ｃｌａｓｓ０ ５１ １６３ ３．１９

Ｐｒｉｍａ ８Ｃ ７６８ Ｃｌａｓｓ１／Ｃｌａｓｓ０ ２６８ ５００ １．８６

Ｓａｔｉｍａｇｅ ３６Ｃ ６４３５ ４／Ｒｅｍａｉｎｄｅｒ ６２６ ５８０９ ９．２８

Ｓｐｅｃｔ ２３Ｎ ２６７ Ｃｌａｓｓ０／Ｃｌａｓｓ１ ５５ ２１２ ３．８５

Ｖｅｈｉｃｌｅ １８Ｃ ９４６ Ｖａｎ／Ｒｅｍａｉｎｄｅｒ ２２６ ７２０ ３．１８

４３ 算法性能评估

实验运行配置如下：ＩｎｔｅｌＰｅｎｔｉｕｍ２．４ＧＨｚＣＰＵ，
２．０ＧＢ内存，５００ＧＢ硬盘，操作系统为 Ｗｉｎｄｏｗｓ２０００
（Ｓｅｒｖｅｒ），分类器采用Ｃ４．５，利用十交叉验证方法．为研

究 ＯＳＬＤＤＳＭＯＴＥ在不同样本分布下的运行时间，在
４１节介绍的８个数据集上当合成因子（Ｎ％）分别取自
集合｛５０％，１００％，２００％，３００％，４００％，５００％，６００％，
７００％，８００％，９００％，１０００％｝时，进行十次十交叉验证计
算平均值，结果如表２所示．其中，ＲＡＮＫ（ＯＲＩＧＩＮＡＬ）代
表合成因子为 ５０％时按运行时间排位位次，ＲＡＮＫ
（ＴＥＲＭＩＮＡＬ）代表合成因子为１０００％时按时间复杂度排
位位次，ＲＡＮＫ（ＡＶＧ）代表运行时间均值的排位位次．

表２表明，随着测试样本特征数量和样本规模的增
加，ＯＳＬＤＤＳＭＯＴＥ的运行时间不断提高，具体而言，表
现出三个特征：

第一，ＯＳＬＤＤＳＭＯＴＥ的运行时间随合成因子增大
而增加：当合成因子为５０％时，ＯＳＬＤＤＳＭＯＴＥ的运行时
间在各个数据集上均为最小，当合成因子为１０００％时，
运行时间在各个数据集上均为最大．

第二，ＯＳＬＤＤＳＭＯＴＥ的运行时间随样本特征数量
增大而增加：当合成因子为５０％时，在 Ｇｌａｓｓ和 Ｓｐｅｃｔ数
据集上运行时间分别是１．９６ｓ和１．５８ｓ，但由于 Ｓｐｅｃｔ数
据集的样本特征数量远高于 Ｇｌａｓｓ数据集，故随着合成
度不断提高，ＯＳＬＤＤＳＭＯＴＥ在 Ｓｐｅｃｔ数据集的运行时间
提高程度更快，当合成因子为 １０００％时，在 Ｓｐｅｃｔ和
Ｇｌａｓｓ数据集的运行时间分别是５．４ｓ和８．５５ｓ．

第三，ＯＳＬＤＤＳＭＯＴＥ运行时间与样本规模同向增
加．总体而言，样本规模越大，运行时间越长．

表２ 运行时间（Ｓｅｃｏｎｄｓ）

Ａｂａｌｏｎｅ Ｂａｌａｎｃｅ Ｃａｒ Ｇｌａｓｓ Ｐｒｉｍａ Ｓａｔｉｍａｇｅ Ｓｐｅｃｔ Ｖｅｈｉｃｌｅ

５０％ ５４．７２ ３．８３ ８．５１ １．９６ ４．１４ ３０５．２８ １．５８ ９．３６

１００％ ６１．７４ ４．４１ ９．０５ ２．０３ ４．７３ ３１５．９９ ２．６６ １１．７５

２００％ ６２．９５ ４．５９ １０．２６ ２．１２ ５．６７ ３２５．６２ ３．６５ １２．９２

３００％ ６４．２２ ５．４ １１．３０ ２．５２ ６．９７５ ３４３．４０ ３．８３ １３．４６

４００％ ７１．０１ ５．８１ １２．９６ ３．１５ ８．３７ ３６０．８６ ４．０５ １４．４５

５００％ ７１．９６ ６．３５ １３．８６ ３．６９ ８．９６ ３８１．０２ ４．２８ １５．６２

６００％ ７６．５５ ７．１６ １４．８６ ３．９６ １０．１７ ４０１．８５ ４．４１ １６．１１

７００％ ８０．８２ ７．６５ １５．７５ ４．３２ １１．５２ ４４３．３０ ４．７３ １６．２９

８００％ ８６．８１ ８．０６ １６．５６ ４．７３ １２．５１ ４８２．８５ ６．３９ １７．４２

９００％ １０８．０５ ８．４６ １８．９９ ５．０４ １３．３２ ５４０．０９ ７．４３ １７．９６

１０００％ １１６．８７ ８．６９ ２０．０３ ５．４ １４．７６ ６０４．３５ ８．５５ ２０．７５

ＡＶＧ ７７．７６ ６．３９ １３．８２ ３．５１ ９．１８ ４０９．５０ ４．６８ １５．０８

ＲＡＮＫ（ＯＲＩＧＩＮＡＬ） ７ ３ ５ ２ ４ ８ １ ６

ＲＡＮＫ（ＴＥＲＭＩＮＡＬ） ７ ３ ５ １ ４ ８ ２ ６

ＲＡＮＫ（ＡＶＧ） ７ ３ ５ １ ４ ８ ２ ６

４４ 样本合成因子影响

为揭示不同的过采样率对分类器产生节点数目和

ＴＰ性能指标的影响，我们在 Ｓａｔｉｍａｇｅ数据集上在保持
原样本集分布不变前提下择取了５０００个样本，综合比
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较了 ＯＳＬＤＤＳＭＯＴＥ与 ＳＭＯＴＥ［９］、ＢｏｒｄｅｒｌｉｎｅＳＭＯＴＥ［１１］及
ＳｕｒｒｏｕｎｄｉｎｇＳＭＯＴＥ（ＳＳＭＯＴＥ）［２４］．对比实验采用 Ｃ４．５
分类器，最近邻居数 ｋ分别取 １，３，５，７，９．利用十交叉
验证方法，将数据集分成十份，轮流将其中９份做训练
１份做测试，共进行１０次１０交叉验证求得均值，作为对
算法精度的估计，结果如图３和图４所示．

由图３可知，随着合成少数类样本数量不断增多，
分类器产生的节点数目也在不断增多；ＯＳＬＤＤＳＭＯＴＥ

在四种方法中产生节点数目最少，最大可能避免了过

拟合，进而提高分类器的泛化能力．图４中，当横坐标为
０时，表示没有合成样本，此刻四种方法得到相同结果．
随着样本合成度增大，ＳＭＯＴＥ方法在一定程度上提高
了少数类样本精度，但性能最差；ＢｏｒｄｅｒｌｉｎｅＳＭＯＴＥ与 Ｓ
ＳＭＯＴＥ性能互有优劣，整体优于 ＳＭＯＴＥ方法；ＯＳＬＤＤ
ＳＭＯＴＥ则使少数类样本精度随着合成样本增多不断提
升，且性能最优．
４５ 性能比较

为进一步衡量 ＯＳＬＤＤＳＭＯＴＥ的性能，我们在该节
扩大了比较范围，使ＯＳＬＤＤＳＭＯＴＥ与随机过采样（Ｒａｎ
ｄｏｍ Ｏｖｅｒｓａｍｐｌｉｎｇ， ＲＯＳＭＰ）、 ＳＭＯＴＥ［９］、 Ｂｏｒｄｅｒｌｉｎｅ
ＳＭＯＴＥ［１１］、ＳＳＭＯＴＥ［２４］、ＭＳＹＮ［１５］、ＡＤＡＳＹＮ［２５］和 Ｄ
ＳＭＯＴＥ［２６］等一系列过采样算法在 ８个数据集上对 Ｇ
ｍｅａｎ、Ｆｍｅａｓｕｒｅ和ＡＵＣ等多个性能进行了比较，结果如
表３～５所示，表中数据均为进行十次十交叉验证计算
的均值．

表３～５中，各个单元格值为利用 Ｗｉｌｃｏｘｏｎ符号等
级检验标准对ＯＳＬＤＤＳＭＯＴＥ与其它方法的性能比较结
果．例如，某值用下划线标识，表示 ＯＳＬＤＤＳＭＯＴＥ方法
优于该值对应的方法；如果某值用星号标识，表示

ＯＳＬＤＤＳＭＯＴＥ方法逊于该值对应的方法；如某值正常
标识，表示根据 Ｗｉｌｃｏｘｏｎ符号等级检验标准 ＯＳＬＤＤ
ＳＭＯＴＥ方法与该值对应的方法相比，无明显差别．Ｗ／
Ｄ／Ｌ行对应值则表示ＯＳＬＤＤＳＭＯＴＥ方法优于／等于／逊
于其它各种方法的次数．由以上分析可知，ＯＳＬＤＤ
ＳＭＯＴＥ方法在多数数据集尤其在 Ｂａｌａｎｃｅ、Ｐｒｉｍａ和 Ｖｅ
ｈｉｃｌｅ几个较难分类数据集上［７］优势明显．

表３ 各种方法在８个数据集上的 Ｇｍｅａｎ结果

Ｄａｔａｓｅｔ ＯＳＬＤＤＳＭＯＴＥ ＢｏｒｄｅｒｌｉｎｅＳＭＯＴＥ ＤＳＭＯＴＥ ＳＳＭＯＴＥ ＭＳＹＮ ＲＯＳＭＰ ＳＭＯＴＥ ＡＤＡＳＹＮ

Ａｂａｌｏｎｅ ０．７４０８ ０．７４１６ ０．７３２３ ０．７５４４ ０．７４１２ ０．３７６３ ０．７２０７ ０．７５２９

Ｂａｌａｎｃｅ ０．５８４５ ０．５３７０ ０．５１６５ ０．５５０１ ０．５６１９ ０．２２３６ ０．４２１９ ０．５４１７

Ｃａｒ ０．９５１９ ０．９４５２ ０．９１３２ ０．９２６３ ０．９７４３ ０．６９９９ ０．９２５５ ０．９２８０

Ｇｌａｓｓ ０．７３１９ ０．７０４７ ０．７２０４ ０．７２５５ ０．７４２９ ０．３８７３ ０．６９０８ ０．７００３

Ｐｒｉｍａ ０．７２２１ ０．６９３３ ０．６８７５ ０．６９３７ ０．７００３ ０．３８７３ ０．６６７１ ０．６８０９

Ｓａｔｉｍａｇｅ ０．７４１９ ０．７５４７ ０．７５１４ ０．７５５５ ０．７５２８ ０．３８７３ ０．７２０８ ０．７４３４

Ｓｐｅｃｔ ０．７０８３ ０．７０６８ ０．７０５３ ０．６７６０ ０．７０９１ ０．３９３７ ０．７０６８ ０．７０４９

Ｖｅｈｉｃｌｅ ０．７７４９ ０．７２７０ ０．７２１９ ０．７４７０ ０．７３４４ ０．６４８１ ０．７２３９ ０．７３３２

Ｗ／Ｄ／Ｌ Ｎ／Ａ ５／２／１ ６／１／１ ６／０／２ ３／２／３ ８／０／０ ７／１／０ ５／２／１
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表４ 各种方法在８个数据集上的Ｆｍｅａｓｕｒｅ结果

Ｄａｔａｓｅｔ ＯＳＬＤＤＳＭＯＴＥ ＢｏｒｄｅｒｌｉｎｅＳＭＯＴＥ ＤＳＭＯＴＥ ＳＳＭＯＴＥ ＭＳＹＮ ＲＯＳＭＰ ＳＭＯＴＥ ＡＤＡＳＹＮ

Ａｂａｌｏｎｅ ０．３８２０ ０．３７７４ ０．３７５６ ０．３８１７ ０．３８２３ ０．２５４０ ０．３７９０ ０．３８１０

Ｂａｌａｎｃｅ ０．２１０１ ０．１６１１ ０．１５０９ ０．１７０１ ０．１５２３ ０．００１７ ０．１５６９ ０．１４９８

Ｃａｒ ０．９２１０ ０．９１１０ ０．９１０９ ０．９１０１ ０．９１３０ ０．５０１０ ０．９０５７ ０．９１９８

Ｇｌａｓｓ ０．８０９０ ０．７８０２ ０．７９００ ０．７９６０ ０．８００６ ０．６７０９ ０．７４５０ ０．７５２０

Ｐｒｉｍａ ０．６５０１ ０．６３０２ ０．６４００ ０．６４６０ ０．６５１６ ０．５００９ ０．６２４５ ０．６３２０

Ｓａｔｉｍａｇｅ ０．８０９０ ０．８１４２ ０．８１５０ ０．８１５６ ０．８１４４ ０．６７０９ ０．７４５０ ０．７５２０

Ｓｐｅｃｔ ０．４８０２ ０．４５６８ ０．４６８９ ０．４７５７ ０．４７５０ ０．４４４５ ０．４３６５ ０．４５５６

Ｖｅｈｉｃｌｅ ０．６３０７ ０．６２０５ ０．６０６３ ０．６２５７ ０．６３０１ ０．５５４７ ０．６１１０ ０．６１６６

Ｗ／Ｄ／Ｌ Ｎ／Ａ ７／０／１ ７／０／１ ６／１／１ ４／３／１ ８／０／０ ７／１／０ ６／２／０

表５ 各种方法在８个数据集上的ＡＵＣ结果

Ｄａｔａｓｅｔ ＯＳＬＤＤＳＭＯＴＥ ＢｏｒｄｅｒｌｉｎｅＳＭＯＴＥ ＤＳＭＯＴＥ ＳＳＭＯＴＥ ＭＳＹＮ ＲＯＳＭＰ ＳＭＯＴＥ ＡＤＡＳＹＮ

Ａｂａｌｏｎｅ ０．８０９１ ０．７８０６ ０．７９０４ ０．７９６８ ０．８１９３ ０．６７１０ ０．７４５０ ０．８１５５

Ｂａｌａｎｃｅ ０．６２１０ ０．５７１７ ０．５７１９ ０．５５００ ０．５７７７ ０．４３９２ ０．５４８７ ０．５５４３

Ｃａｒ ０．９９１６ ０．９９１４ ０．９９０９ ０．９９２０ ０．９９１３ ０．７１４９ ０．９７５０ ０．９９１７

Ｇｌａｓｓ ０．８１００ ０．８１２６ ０．８２３７ ０．８００６ ０．８２２４ ０．７２９８ ０．７６３０ ０．８１１４

Ｐｒｉｍａ ０．７５５８ ０．７５８１ ０．７４２８ ０．７４３２ ０．７５００ ０．７２０８ ０．７４４ ０．７５５５

Ｓａｔｉｍａｇｅ ０．８９０１ ０．８６７９ ０．８８８０ ０．８９１０ ０．９１０８ ０．７３８０ ０．８９７０ ０．８６４９

Ｓｐｅｃｔ ０．７５２６ ０．７４８１ ０．７２２５ ０．７５００ ０．７４３０ ０．６８８５ ０．７５３１ ０．７２２９

Ｖｅｈｉｃｌｅ ０．８６７０ ０．８６３４ ０．８６３４ ０．８６１６ ０．８６０１ ０．８２２４ ０．８５６１ ０．８６１０

Ｗ／Ｄ／Ｌ Ｎ／Ａ ４／４／０ ５／２／１ ５／３／０ ４／１／３ ８／０／０ ６／１／１ ４／３／１

５ 结论

非平衡数据挖掘已成为机器学习领域的前沿课

题，引起了越来越多学者的关注与研究．为解决“提高
正样本分类精度”这一非平衡数据分类中的瓶颈问题，

在我们提出的单边选择链和样本分布密度基础上，本

文提出了改进 ＳＭＯＴＥ非平衡数据挖掘方法 ＯＳＬＤＤ
ＳＭＯＴＥ．ＯＳＬＤＤＳＭＯＴＥ基于少数类样本空间分布状况，
核心思想是把分类模型视为密度分布空间的知识发现

系统，研究其在非平衡样本分布下的潜在规律（机理），

改变噪音数据处理策略、ＳＭＯＴＥ技术的固有样本选择
方案、ＳＭＯＴＥ决策机制，形成了全新的基于非平衡数据
分布环境下的分类模型，从而丰富和提升了经典重采

样方法．通过多性能指标的测试及与其它算法对比实
验，说明把样本遴选机制和分布密度融入到非平衡数

据挖掘过程中去，在解决“提高正样本分类精度”问题

上确实有很好的效果．我们认为，基于单边选择链和样

本分布密度重采样方法为非平衡数据分类进行理论分

析和实验论证提供了强有力的工具，同时对非平衡数

据挖掘的理论研究具有重要意义，有可能对新一代重

采样技术的发展起到重要的推动作用．
未来的工作包括进一步研究ＯＳＬＤＤＳＭＯＴＥ在高维

大规模数据集［２７，２８］上如何更有效地解决运行时间和内

存消耗的瓶颈问题；本文研究主要着眼于两分类问题，

但真实数据集很多是多类别的，如何以最小代价把本

文方法移植到多分类数据集分类过程需要进一步分析

与研究．
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ｆｒａｕｄｄｅｔｅｃｔｉｏｎ［Ａ］．ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＦｏｕｒｔｈＩｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＫｎｏｗｌｅｄｇｅＤｉｓｃｏｖｅｒｙａｎｄＤａｔａＭｉｎｉｎｇ［Ｃ］．
ＮｅｗＹｏｒｋ：ＡＡＡＩ，１９９８．１６４１６８．

７１３１第 ７ 期 翟 云：基于单边选择链和样本分布密度融合机制的非平衡数据挖掘方法



［２］ＰｈｕａＣ，ＡｌａｈａｋｏｏｎＤ，ＬｅｅＶ．Ｍｉｎｏｒｉｔｙｒｅｐｏｒｔｉｎｆｒａｕｄｄｅｔｅｃ
ｔｉｏｎ：Ｃｌａｓｓｉｆｉｃａｔｉｏｎｏｆｓｋｅｗｅｄｄａｔａ［Ｊ］．ＳＩＧＫＤＤＥｘｐｌｏｒｅ，２００４，
６（１）：５０－５９．

［３］ＬｅｗｉｓＤ，ＧａｌｅＷ．Ａｓｅｑｕｅｎｔｉａｌａｌｇｏｒｉｔｈｍｆｏｒｔｒａｉｎｉｎｇｔｅｘｔｃｌａｓ
ｓｉｆｉｅｒｓ［Ａ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ１７ｔｈＡｎｎｕａｌＩｎｔｅｒｎａｔｉｏｎａｌＡＣＭ
ＳＩＧＩＲＣｏｎｆｅｒｅｎｃｅｏｎＲｅｓｅａｒｃｈａｎｄＤｅｖｅｌｏｐｍｅｎｔｉｎＩｎｆｏｒｍａ
ｔｉｏｎＲｅｔｒｉｅｖａｌ［Ｃ］．Ｄｕｂｌｉｎ：ＡＣＭ，１９９４．３－１２．

［４］ＴｕｒｎｅｙＰＤ．Ｌｅａｒｎｉｎｇａｌｇｏｒｉｔｈｍｓｆｏｒｋｅｙｐｈｒａｓｅｅｘｔｒａｃｔｉｏｎ［Ｊ］．
ＩｎｆｏｒｍａｔｉｏｎＲｅｔｒｉｅｖａｌ，２０００，２（４）：３０３－３３６．

［５］ＬｉｎｇＣＸ，ＬｉＣ．Ｄａｔａｍｉｎｉｎｇｆｏｒｄｉｒｅｃｔｍａｒｋｅｔｉｎｇ：Ｐｒｏｂｌｅｍｓ
ａｎｄｓｏｌｕｔｉｏｎｓ［Ａ］．ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＦｏｕｒｔｈＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎ
ｆｅｒｅｎｃｅｏｎＫｎｏｗｌｅｄｇｅＤｉｓｃｏｖｅｒｙａｎｄＤａｔａＭｉｎｉｎｇ［Ｃ］．Ｎｅｗ
Ｙｏｒｋ：ＡＡＡＩ，１９９８．７３－７９．

［６］ＪａｐｋｏｗｉｃｚＮ．Ｔｈｅｃｌａｓｓｉｍｂａｌａｎｃｅｐｒｏｂｌｅｍ：Ｓｉｇｎｉｆｉｃａｎｃｅａｎｄ
ｓｔｒａｔｅｇｉｅｓ［Ａ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０００ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒ
ｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ：ＳｐｅｃｉａｌＴｒａｃｋｏｎＩｎｄｕｃｔｉｖｅ
Ｌｅａｒｎｉｎｇ［Ｃ］．ＬａｓＶｅｇａｓ：ＡＡＡＩ，２０００．１１１－１１７．

［７］ＬｉｕＸｕＹｉｎｇ，ＷｕＪｉａｎｘｉｎ，ＺｈｏｕＺｈｉＨｕａ．Ｅｘｐｌｏｒａｔｏｒｙｕｎｄｅｒ
ｓａｍｐｌｉｎｇｆｏｒｃｌａｓｓｉｍｂａｌａｎｃｅｌｅａｒｎｉｎｇ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎ
Ｓｙｓｔｅｍｓ，ＭａｎａｎｄＣｙｂｅｒｎｅｔｉｃｓ，２００９，３９（２）：５３９－５５０．

［８］ＺｈｏｕＺＨ，ＬｉｕＸＹ．Ｔｒａｉｎｉｎｇｃｏｓｔｓｅｎｓｉｔｉｖｅｎｅｕｒａｌｎｅｔｗｏｒｋｓ
ｗｉｔｈｍｅｔｈｏｄｓａｄｄｒｅｓｓｉｎｇｔｈｅｃｌａｓｓｉｍｂａｌａｎｃｅｐｒｏｂｌｅｍ［Ｊ］．ＩＥＥＥ
ＴｒａｎｓａｃｔｉｏｎｓｏｎＫｎｏｗｌｅｄｇｅａｎｄＤａｔａＥｎｇｉｎｅｅｒｉｎｇ，２００６，１８
（１）：６３－７７．

［９］ＣｈａｗｌａＮＶ，ＢｏｗｙｅｒＫＷ，ＨａｌｌＬＯ，ＫｅｇｅｌｍｅｙｅｒＷ Ｐ．
ＳＭＯＴＥｓｙｎｔｈｅｔｉｃｍｉｎｏｒｉｔｙｏｖｅｒｓａｍｐｌｉｎｇｔｅｃｈｎｉｑｕｅ［Ｊ］．Ｊｏｕｒ
ｎａｌｏｆＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅＲｅｓｅａｒｃｈ，２００２，１６（１）：３２１－３５７．

［１０］杨智明，乔立岩，彭喜元．基于改进 ＳＭＯＴＥ的不平衡数
据挖掘方法研究［Ｊ］．电子学报，２００７，３５（１２Ａ）：２２－２６．
ＹａｎｇＺｈｉＭｉｎｇ，ＱｉａｏＬｉＹａｎ，ＰｅｎｇＸｉＹｕａｎ．Ｒｅｓｅａｒｃｈｏｎ
ｄａｔａｍｉｎｉｎｇｍｅｔｈｏｄｆｏｒｉｍｂａｌａｎｃｅｄｄａｔａｓｅｔｂａｓｅｄｏｎｉｍｐｒｏｖｅｄ
ＳＭＯＴＥ［Ｊ］．ＡｃｔａＥｌｅｃｔｒｏｎｉｃａＳｉｎｉｃａ，２００７，３５（１２Ａ）：２２－
２６．（ｉｎＣｈｉｎｅｓｅ）

［１１］ＨａｎＨ，ＷａｎｇＷ Ｙ，ＭａｏＢＨ．ＢｏｒｄｅｒｌｉｎｅＳＭＯＴＥ：Ａｎｅｗ
ｏｖｅｒｓａｍｐｌｉｎｇｍｅｔｈｏｄｉｎｉｍｂａｌａｎｃｅｄｄａｔａｓｅｔｓｌｅａｒｎｉｎｇ［Ａ］．
Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２００５ｉｎｔｅｒｎａｔｉｏｎａｌｃｏｎｆｅｒｅｎｃｅｏｎＡｄｖａｎｃｅｓ
ｉｎＩｎｔｅｌｌｉｇｅｎｔＣｏｍｐｕｔｉｎｇ［Ｃ］．Ｂｅｒｌｉｎ，Ｈｅｉｄｅｌｂｅｒｇ：Ｓｐｒｉｎｇｅｒ
Ｖｅｒｌａｇ，２００５，３６４４．８７８－８８７．

［１２］曾志强，吴群，廖备水，高济．一种基于核 ＳＭＯＴＥ的非平
衡数据集分类方法［Ｊ］．电子学报，２００９，３７（１１）：２４８９－
２４９５．
ＺｅｎｇＺｈｉＱｉａｎｇ，ＷｕＱｕｎ，ＬｉａｏＢｅｉＳｈｕｉ，ＧａｏＪｉ．Ａｃｌａｓｓｆｉｃａ
ｔｉｏｎｍｅｔｈｏｄｆｏｒｉｍｂａｌａｎｃｅｄａｔａｓｅｔｂａｓｅｄｏｎｋｅｒｎｅｌＳＭＯＴＥ
［Ｊ］．ＡｃｔａＥｌｅｃｔｒｏｎｉｃａＳｉｎｉｃａ，２００９，３７（１１）：２４８９－２４９５．（ｉｎ
Ｃｈｉｎｅｓｅ）

［１３］李正欣，赵林度．基于 ＳＭＯＴＥＢｏｏｓｔ的非均衡数据集
ＳＶＭ分类器［Ｊ］．系统工程，２００８，２６（５）：１１６１１９．
ＬｉＺｈｅｎｇＸｉｎ，ＺｈａｏＬｉｎＤｕ．ＡＳＶＭｃｌａｓｓｉｆｉｅｒｆｏｒｉｍｂａｌａｎｃｅｄ
ｄａｔａｓｅｔｓｂａｓｅｄｏｎＳＭＯＴＥＢｏｏｓｔ［Ｊ］．ＳｙｓｔｅｍｓＥｎｇｉｎｅｅｒｉｎｇ，

２００８，２６（５）：１１６１１９．（ｉｎＣｈｉｎｅｓｅ）
［１４］毕华，梁洪力，王珏．重采样方法与机器学习［Ｊ］．计算机

学报，２００９，３２（５）：８６２－８７７．
ＢｉＨｕａ，ＬｉａｎｇＨｏｎｇＬｉ，ＷａｎｇＹｕ．Ｒｅｓａｍｐｌｉｎｇｍｅｔｈｏｄａｎｄ
ｍａｃｈｉｎｅｌｅａｒｎｉｎｇ［Ｊ］．ＣｈｉｎｅｓｅＪｏｕｒｎａｌｏｆＣｏｍｐｕｔｅｒｓ，２００９，３２
（５）：８６２－８７７．（ｉｎＣｈｉｎｅｓｅ）

［１５］ＦａｎＸＮ，ＴａｎｇＫ，ＷｅｉｓｅＴ．Ｍａｒｇｉｎｂａｓｅｄｏｖｅｒｓａｍｐｌｉｎｇ
ｍｅｔｈｏｄｆｏｒｌｅａｒｎｉｎｇｆｒｏｍｉｍｂａｌａｎｃｅｄｄａｔａｓｅｔｓ［Ａ］．Ｐｒｏｃｅｅｄ
ｉｎｇｓｏｆｔｈｅ１５ｔｈＰａｃｉｆｉｃ－ＡｓｉａＣｏｎｆｅｒｅｎｃｅｏｎＫｎｏｗｌｅｄｇｅ
ＤｉｓｃｏｖｅｒｙａｎｄＤａｔａＭｉｎｉｎｇ［Ｃ］．Ｂｅｒｌｉｎ：Ｓｐｒｉｎｇｅｒ，２０１１．２４－
２７．

［１６］欧阳震诤，罗建书，胡东敏，吴泉源．一种不平衡数据流
集成分类模型［Ｊ］．电子学报，２０１０，３８（１）：１８４－１８９．
ＯＵＹＡＮＧＺｈｅｎｚｈｅｎｇ，ＬＵＯＪｉａｎｓｈｕ，ＨＵＤｏｎｇｍｉｎ，ＷＵ
Ｑｕａｎｙｕａｎ．ａｎｅｎｓｅｍｂｌｅｃｌａｓｓｉｆｉｅｒｆｒａｍｅｗｏｒｋｆｏｒｍｉｎｉｎｇｉｍ
ｂａｌａｎｃｅｄｄａｔａｓｔｒｅａｍｓ［Ｊ］．ＡｃｔａＥｌｅｃｔｒｏｎｉｃａＳｉｎｉｃａ，２０１０，３８
（１）：１８４－１８９．（ｉｎＣｈｉｎｅｓｅ）

［１７］周志华，陈世福．神经网络集成［Ｊ］．计算机学报，２００２，２５
（１）：１－８．
ＺｈｏｕＺｈｉＨｕａ，ＣｈｅｎＳｈｉＦｕ．Ｎｅｕｒａｌｎｅｔｗｏｒｋｅｎｓｅｍｂｌｅ［Ｊ］．
ＣｈｉｎｅｓｅＪｏｕｒｎａｌｏｆＣｏｍｐｕｔｅｒｓ，２００２，２５（１）：１－８．（ｉｎＣｈｉ
ｎｅｓｅ）

［１８］ＺｈｏｕＺＨ，ＪｉａｎｇＹ．ＭｅＶ４ｄｉｃａｌｄｉａｇｎｏｓｉｓｗｉｔｈＣ４．５ｒｕｌｅｐｒｅ
ｃｅｄｅｄｂｙａｒｔｉｆｉｃｉａｌｎｅｕｒａｌｎｅｔｗｏｒｋｅｎｓｅｍｂｌｅ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃ
ｔｉｏｎｓｏｎＩｎｆｏｒｍａｔｉｏｎＴｅｃｈｎｏｌｏｇｙｉｎＢｉｏｍｅｄｉｃｉｎｅ，２００３，７（１）：
３７－４２．

［１９］ＺｈｏｕＺｈｉＨｕａ，ＪｉａｎｇＹｕａｎ，ＣｈｅｎＳｈｉｆｕ．Ｅｘｔｒａｃｔｉｎｇｓｙｍｂｏｌｉｃ
ｒｕｌｅｓｆｒｏｍｔｒａｉｎｅｄｎｅｕｒａｌｎｅｔｗｏｒｋｅｎｓｅｍｂｌｅｓ［Ｊ］．ＡＩＣｏｍｍｕ
ｎｉｃａｔｉｏｎｓ，２００３，１６（１）：３－１５．

［２０］ＢｒｏｄｌｅｙＣＥ，ＦｒｉｅｄｌＭＡ．Ｉｄｅｎｔｉｆｙｉｎｇｍｉｓｌａｂｅｌｅｄｔｒａｉｎｉｎｇｄａｔａ
［Ｊ］．ＪｏｕｒｎａｌｏｆＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅＲｅｓｅａｒｃｈ，１９９９，１１（１）：
１３１－１６７．

［２１］ＭｕｈｌｅｎｂａｃｈＦ，ＬａｌｌｉｃｈＳ，ＺｉｇｈｅｄＤ．Ｉｄｅｎｔｉｆｙｉｎｇａｎｄｈａｎｄｌｉｎｇ
ｍｉｓｌａｂｅｌｌｅｄｉｎｓｔａｎｃｅｓ［Ｊ］．ＪｏｕｒｎａｌｏｆＩｎｔｅｌｌｉｇｅｎｔＩｎｆｏｒｍａｔｉｏｎ
Ｓｙｓｔｅｍｓ，２００４，２２（１）：８９－１０９．

［２２］ＧａｍｂｅｒｇｅｒＤ，ＬａｖｒａｃＮ，ＤｚｅｒｏｓｋｉＳ．Ｎｏｉｓｅｅｌｉｍｉｎａｔｉｏｎｉｎｉｎ
ｄｕｃｔｉｖｅｃｏｎｃｅｐｔｌｅａｒｎｉｎｇ：Ａｃａｓｅｓｔｕｄｙｉｎｍｅｄｉｃａｌｄｉａｇｎｏｓｉｓ
［Ａ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ７ｔｈＩｎｔｅｒｎａｔｉｏｎａｌＷｏｒｋｓｈｏｐｏｎＡｌｇｏ
ｒｉｔｈｍｉｃＬｅａｒｎｉｎｇＴｈｅｏｒｙ［Ｃ］．Ｂｅｒｌｉｎ，Ｈｅｉｄｅｌｂｅｒｇ：Ｓｐｒｉｎｇｅｒ
Ｖｅｒｌａｇ，１９９６，１１６０．１９９－２１２．

［２３］ＦａｗｃｅｔｔＴ．ＲＯＣｇｒａｐｈｓ：Ｎｏｔｅｓａｎｄｐｒａｃｔｉｃａｌｃｏｎｓｉｄｅｒａｔｉｏｎｓｆｏｒ
ｄａｔａｍｉｎｉｎｇｒｅｓｅａｒｃｈｅｒｓ［Ｒ］．ＵＳＡ：ＴｅｃｈｎｉｃａｌＲｅｐｏｒｔＨＰＬａｂｓ，
２００３．

［２４］ＧａｒｃｈａＶ，ＳａｎｃｈｅｚＪＳ，ＭｏｌｌｉｎｅｄａＲＡ．Ｏｎｔｈｅｕｓｅｏｆｓｕｒ
ｒｏｕｎｄｉｎｇｎｅｉｇｈｂｏｒｓｆｏｒｓｙｎｔｈｅｔｉｃｏｖｅｒｓａｍｐｌｉｎｇｏｆｔｈｅｍｉｎｏｒｉｔｙ
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